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Abstract 
Background and Objectives 

In recent years, the use of artificial intelligence methods, such as artificial neural network models, have 

become increasingly prevalent in simulating complex natural phenomena, including daily streamflow. The 

streamflow directly correlates with flood occurrences, and mitigating financial and human losses due to floods 

is crucial. Accurate streamflow simulation is essential for water resource management and river management. 

Consequently, in hydrology, deep learning methods have emerged as novel tools to address the longstanding 

challenge of daily streamflow modeling and are widely used in simulations. 

Advancements in streamflow modeling with Artificial Intelligence (AI): In recent years, the field of 

hydrology has witnessed a significant shift toward leveraging AI techniques for streamflow modeling. Among 

these methods, artificial neural network (ANN) models have gained prominence due to their ability to capture 

complex relationships within hydrological systems. Streamflow, which represents the flow of water in rivers 

and streams, is a critical variable for understanding water availability, flood risk, and ecosystem health. By 

accurately simulating streamflow, researchers and water resource managers can make informed decisions 

regarding water allocation, flood preparedness, and environmental conservation . Hydrological processes are 

inherently nonlinear and influenced by various factors such as precipitation, temperature, land cover, and soil 

properties. Traditional hydrological models often struggle to capture these complexities. However, deep 

learning methods, including convolutional neural networks (CNNs) and recurrent neural networks (RNNs), 

offer promising solutions. These models can learn intricate patterns from historical streamflow data, adapt to 

changing conditions, and provide accurate predictions. As a result, they have become indispensable tools for 

addressing the longstanding challenge of daily streamflow modeling. Researchers continue to explore novel 

architectures, data augmentation techniques, and hybrid approaches to enhance the performance and robustness 

of AI-based streamflow simulations. In summary, the integration of deep learning methods into hydrological 

research has revolutionized streamflow modeling, enabling more accurate predictions and informed decision-

making in water management and flood risk assessment. 

Methodology 

In this study, we focused on selecting an appropriate input scenario for deep learning models and simulate 

daily streamflow on the Kashkan River using LSTM (Long Short-Term Memory) and GRU (Gated Recurrent 

Unit) deep learning methods. Prior to this, deep learning modeling with the GRU approach using native 

streamflow measurements had not been performed for Kashkan river. The study area is a flood-prone and 

mountainous region, specifically the western part of Iran, where a hydrological station with a history of flood 

events is situated on the Kashkan River. We employ four approaches for handling outliers (Mahalanobis, 

critical interval removal, Z-Score, and no removal) and four different preprocessing techniques for input data 

to train two models: LSTM and GRU. Ultimately, eight distinct models are generated and validated against 

historical data. The input features include regional average precipitation, normalized vegetation cover index, 

surface soil moisture, groundwater flow, and the Kashkan River’s own flow at the hydrological station, with 

the best features selected using statistical correlation control. 
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Findings 

The results demonstrate that among the deep learning models generated with a 10-day time step, the model 

with the least error and consistent low error retention in error metrics is observed. Furthermore, the best 

performance is achieved using different approaches, in the following order: the GRU model with Z-Score-

corrected inputs, followed by the Mahalanobis removal approach with average RMSE (Root Mean Square 

Error) and KGE (Kling-Gupta Efficiency) values of 5.41 and 0.99, respectively, and the critical interval 

removal approach with RMSE of 6.23 and KGE of 0.7.The results showed that among the deep learning models 

produced with a time step of 10 days in the model, the lowest amount of error and the persistence of low error 

can be seen in the error statistics, and among the different approaches used, the best performance is the GRU 

model with input modified by Z-Score elimination of outlier method, Mahalanobis elimination method with 

average RMSE and KGE values of 5.41, 0.99, 6.23, and 0.7 in the training phase and 8.17, 0.79, 4.21, and 0.81 

in the validation phase and 5.01, 0.68, and 7.21 and 0.52 are in the testing phase. The obtained results do not 

reject the LSTM method in simulating the river flow, but state that the listed scenarios, especially in the GRU 

method, have a higher power in dealing with the data and recognizing the complex pattern of daily river flow, 

taking into account the limitation in use They have seven years of regular daily data, and future research will 

show how the behavior of GRU and LSTM models will differ if data with higher convergence is used . 

Conclusion 

GRU in future studies can make difference by enhanced flood forecasting accuracy, efficient computation 

and real-time applications, integration with lag time preprocessing, adaptability to changing climate and 

urbanization. Future studies will be on data driven method in flood prone areas. There remains ample room for 

future research and innovation. Here are some directions for further exploration: hydrological data fusion, 

spatially explicit models, uncertainty quantification, climate change resilience. 
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  چکیده

 یمدلساز  یِمی. در مواجه با چالش قدباشدی رودخانه م  تی ریمدعلم  رودخانه به با دقت بالا لازمه    انیجر  یسازشبیه

با تمرکز بر انتخاب   ،در مطالعه حاضر  .شده استمطرح    نی نو  ی به عنوان ابزار  قیآموزش عم  ،رودخانه  انیروزانه جر

نوبت به روش   نیروزانه رودخانه کشکان در چند  انیجر  یسازشبیه  ق،یعم  مدل آموزشِ  هایِیمناسب از ورود  یویسنار

و با استفاده از    GRUروش  هب  قیآموزش عم   یمدلساز  ،نیاز ا  ش یانجام شده است. پGRU و    LSTM  ق یآموزش عم

  ی درومتر یه  ستگاهیو ا  بوده  یکوهستان  و   لیمستعد س  ،رودخانه انجام نشده است. منطقه  انیجر   یری اندازه گ  یبوم  یهاداده

  یها حذف داده  یهااز روش  کردی رو 4رودخانه کشکان انتخاب شده است. با استفاده از    یرو  واقع بر  ل،یبا سابقه وقوع س

ممکنه، عبارت بوده است   هاییورود   است.  ده ش   دی انتخاب شده و هشت مدل تول  GRUو  LSTMبه دو مدل    ی پرت، ورود

خود   نیو همچن ینیزمریآب ز اناتیجر ،ینرمال شده، رطوبت خاک سطح یاهیبارش منطقه، شاخص پوشش گ نیانگیاز م

  هاییبا ورود   GRUمدل    ب،یعملکرد را به ترت  ن ینشان داد بهتر  جینتا  .یدرومتری ه  ستگاهی رودخانه کشکان در ا  انیجر

در   7/0و   23/6و  99/0و  41/5و   KGEو  نیانگیم RMSE ر یبا مقاد سی، ماهالانوبZ-Scoreاصلاح شده به روش حذف 

 ، نتایج.  دباشنو در مرحله تست می52/0و    21/7و  68/0و    5/ 01و    یدر اعتبارسنج81/0و    21/4و  79/0و   17/8آموزش و  

بالاتر   GRUبرشمرده شده در روش    یوهایسناراما    ، کندرد نمی  انیجر  یسازشبیهرا در    LSTMروش   در   یقدرت 

 نشان دادند. روزانه رودخانه ان یجر دهیچیپی  الگو  صیتشخ

 های پرت، علم داده  بینی، جریان رودخانه، حذف دادههای کلیدی: آموزش عمیق، پیشواژه
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 مقدمه 

پد س  یعیطب  یهادهیوقوع  مانند   یامساله  ، لیمخرب 

امی  ریناپذاجتناب  اجتماع   توانندمی  هادهیپد  نیباشد. 

تهدید    و اجتماعی  یو جان یمال  یهاخسارت  را با  یبشر

ند  اهدانشمندان همواره تلاش کرد  ،. در همین راستانمایند

را کاهش    ی مخربهادهیپد  ناشی از  یهاخسارت  زانیم

جریان  میزان  پدیده سیلاب با    وقوع  از آنجایی که  دهند.

دارد رودخانه   مستقیم  پ  یزساشبیه  ، ارتباط    ی نیبشیو 

زمانیِهایسر رودخانه    ی  مقجریان   زمانی  اسیدر 

حائز   آب  یدانشمندان علوم مهندس  ی روزانه همواره برا

و   بوده  هم  اهمیت    . گرددمیمحسوب  چالش    یکهنوز 

رودخانهساشبیه جریان  درک    ،زی  برای  مهم  ابزاری 

جریان کمیت و کیفیت    سبب تغییر در   روندهایی است که 

رودخانهساشبیه.  دشونمیرودخانه   جریان  کمک    زی 

تامی جریان    اثر  کند  در  موثر  کلیدی  رودخانه  عوامل 

مقدار  تعیین  کنش این عوامل در  همو بر  شناسایی گردند 

توان به  می. از این عوامل  شود جریان رودخانه مشخص  

نوع   اراضی،  رطوبت  کاربری  بارش،  خاکو  الگوی   ،

هر کدام    منطقه اشاره کرد که توپوگرافی منطقه و اقلیم  

 انجام  ،همچنین  هستند.ه  توابعی پیچید از نظر عملکردی  

میزان اثربخش  به  تواند  میزی جریان رودخانه  ساشبیه

  کند.   کمکبودن رویکردهای مدیریتی در جریان رودخانه  

ی رودخانه هابازسازی حاشیهمدیریت    ی در رویکردهای

 های که در حاشیه رودخانهی مدیریت سیلابهاروشیا  

تواند به  میزی جریان رودخانه  ساشبیه  . گردندمی انجام  

ارائه کند تا اثرات رفتار  دیدگاهی مناسب  نیز  دانشمندان  

مقابلانسان   آبی  محیط  در  منابع  ویژه  به  و  را  زیست 

 . مطالعه و تحلیل کنند

با پیشرفت در علوم کامپیوتر و افزایش قدرت  همزمان  

در میان    مصنوعی  هوشی  هاروش  ،هاپردازش رایانه

مدلهاروش بیشتر ی  شد  سازی  برده  کار    اند هبه 

 

 
1 Artificial Neural Networks 
2 Feed Forward Network 

  ی هوش مصنوعی هاروش  . (2021  اوالیشاراما و ماچ)

مدلکه   شدسازی  در  استفاده  رودخانه    ، اندهجریان 

  ی عصبی هاشبکهاز    ایدسته  .باشندمیبسیار گسترده  

شبکه  (ANN)  1مصنوعی به  عصبی  هامعروف  ی 

دارد    2انتشارپس هوش  وجود  زیرمجموعه  از  که 

سازی جریان  مدلزیادی در  کاربرد  بوده و  مصنوعی  

تواناییداشته    رودخانه از    ییهامدل  برجسته  است. 

و  ،  ANN  خانواده پیچیده  الگوهای  یادگیری  حل  در 

که   بوده  خطی  غیر  مساله نتوامیمسائل  در  ند 

زیلاند  )  دنبه کار برده شو  جریان رودخانهزی  ساشبیه

 (.  2006ونگ و همکاران  ، 1999و همکاران  

چت  ،  (2012)  و همکاران  یی و،  (2010)  اسلام و همکاران

همکاران از    (2013)  و  خود  مطالعات  به    ANNدر 

غیر  صورت و  وممستقیم  با    یا  ستقیم  ترکیب  در 

 جریان رودخانهزی  ساشبیهدر    3ی فراکاوشی هاروش

نمودند در.  استفاده  که    زیرمجموعه اکثر    مشکلی 

که   ANNی  هاشبکه  یهاروش است  این  دارد    وجود 

  شوند. میپردازش    نها در جهت پیش رونده ت  ،هایورود

صورتی مدلکه    در  مراحل    هاینوزاز    ،سازیدر 

گردد استفاده  نیز  چنین    گذشته  با  خورد  بر  در  یا  و 

به روش آموزش عمیق  ی ورودی زیاد  هادهمشکلی از دا 

توان    شود، استفاده   دارد  امکان  شبکه  هامدلآنگاه  ی 

یابد  افزایش  مصنوعی  مدل  .عصبی  در  سازی  امروزه 

استفاده  هایسر عمیق  آموزش  از  زمانی    گردد. میی 

  ق یاستفاده از روش آموزش عم که  مطالعات نشان داده  

مؤثر واقع    یزمان  یهایسر   ینیبشیدر پ   ژهیبه طور و 

با    یورود  یهادهتواند دامیکه    ل یدل  نیبه ا  .شده است

  سپس  و  ،و پردازش نموده افتیحجم و تعداد بالا را در 

الگو  هایوابستگ شناسا  دهیچیپ   یهاو    کند.   ییرا 

عم  یهامدل از    توانندیم  ق یآموزش  استفاده  با 

تا    نندیآموزش بب   هی چند لا  یمصنوع  ی عصب  یهابکهش

پد   یالگوها در  و    یعیطب   یها دهیموجود  شناخته  را 

3 Meta-Heuristic 
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ا از  گ   نیسپس  بهره  پ  رندی اطلاعات  بتوانند    ی نیبشیتا 

 . (2020)ون کوپولت و همکاران د نیارائه نما قیدق

مشخص   یزمان  ق یاستفاده از روش آموزش عم  تیاهمّ

  ی نیب شیرا پ  یعیطب  دهیپد  ،یزمانیسر   کی  که  شودیم

زمی معمولاً    ،یعیطب  یهادهیپد   یزمان  یسر   رایکند. 

تر  یمی قد  ی هاروشهستند که    ی متاثر از عوامل متعدد

و برخورد با دقت    صیتوان تشخ  ،یآمار  ی هاروشمثل  

ندارند.  نآبا    یبالا شده  را  مطرح  مطالب  بر    ،علاوه 

  ص یتشخ ییتوانا ق یگفت که روش آموزش عم توانیم

زمان    رییتغ  یالگوها با  مساله کننده  تعداد  هاو  با  ی 

  نه یبه گز  لیتبد   ،لیدل  نیبه هم   .ورودی بالا را نیز دارند

برا پ  یمناسب  و    اندهشد  هاینیبش یانجام  )فاواز 

هر    ،سازی جریان رودخانهدر یک مدل  .(2019  همکاران

یابد  چه تعداد متغیرهای موثر در پیش افزایش  و  بینی 

این   تاریخی  حافظه  در  بیشتر  را    متغیرهابتوان سابقه 

البته    .خواهد بود   تر دقیقسازی نظر گرفت، مدلمدل در  

دقت خروجی    این مساله یک بحث پیچیده بین زمان حل،

که   است  کرده  ایجاد  نیاز  مورد  موثر  تاریخیِ  و طول 

علمِ موردهمچنان    ، داده  متخصصین  مساله    در  این 

  RNN  1شبکه عصبی بازگشتی یا مکرر   .نمایندمیتحقیق  

هر دو    که  استی عصبی  ها ای از شبکهزیرمجموعهکه  

تاریخی طولانی    قابلیت متغیر ورودی  )سابقه  تعداد    و 

به شکلی    RNN. محتوی ریاضی  را دارد  بالا(  ورودی 

عددی   توالی  شناسایی  قابلیت  که  است  شده  چیده 

پیچیدههاداده دارد.    ی  داده  مسالهرا  بسیار    ،هاتوالی 

  شود می ی زساشبیهیک پدیده طبیعی  زیرا  . اهمیت دارد

هستندهادهپدی   و شونده  تکرار  ذاتاً  طبیعی  در    . ی 

  آموزش عمیق   رونددر یک    را  هاکه بتوان وزن  صورتی 

از   که  داد  آموزش  نحوی  تاریخی  توالیِ  به  سوابق 

باشند داشته  بیشتری  یادگیری    ،تاثیرپذیری  احتمال 

به دلیل  ،   RNNیهامدل  در  .خواهد یافتافزایش    تردقیق

  بازگشتی این شبکه در روند آموزش معماری خاص و  
 

 
1 Recurrent Neural Network 
2 Vanishing Gradient 

دیده    هاینوزبه    ارجاعِ  ،مدل بدین  میگذشته  شود. 

اهمیت ی  هادهپدی ی  هادهدا   گیریاندازه  توالیِ   ترتیب 

ب  ،طبیعی تعریف  ه  که  ورودی  حفظ    ،شوندمیعنوان 

می گرفته  نظر  در  آموزش  فرآیند  در  و    شود. شده 

چن  ،یسنت  یمصنوع  یعصب  یهاشبکه انجام   نیتوان 

ندارند   یاتیعمل   ی شبکه مصنوع  کی  ،اما در عوض  .را 

RNN  ی هاداده  یکه اجازه ماندگار  ییهابا داشتن حلقه  

  ی ریادگ یتوان    دهند، یدر مرحله آموزش را م  یر یادگی

  تواند یم  نیاز اطلاعات گذشته را خواهد داشت و بنابرا

پیش    RNN حال منتقل کند.   زمانها را به  داده نیااثرات  

این پیش  ،از  جهت  مطالعاتی  و  در  زی  ساشبیهبینی 

است شده  استفاده  رودخانه  در    .جریان  مثال  برای 

توسطای  مطالعه  همکاران  که  و    ( 2004)  ناگشکومار 

شد شبکهبه  ایشان    ،انجام  عصبی  ی  هامقایسه 

جریان ماهانه رودخانه   بینیپیشدر    RNN  باانتشار  پس

اعلام  و    دنپردازمی خود  نتایج  که  نکنمیدر  روش  د 

RNN    توانایی معماری  سا شبیهدارای  ساختار  با  زی 

  مشکل  است.  ANNنسبت به  تر و در زمان کمتر  ساده

شود  میباعث    RNN  یهامدلدر    2انیگراد   یمحوشدگ

ی که در فاصله زمانی دورتر  هایناثر وز  ،با مرور زمان

این مشکل در    . موزش کمتر شودآقرار دارند در مراحل  

شبکهزیرمجموعه از  مکرر  ای  عصبی  نام که  های  به 

مدت شبکه کوتاه  حافظه  مدت   -های    LSTMیا    3بلند 

می است  تقریباً   ، شودشناخته  شده  ی  هامدل  .برطرف 

LSTM    به قدیمیهامدلنسبت  روش  ی  به    RNNتر 

ی اخیر در علم  هایسازشوند و در مدلمیترجیح داده 

می دیده  بیشتر  نداشتن    . شودهیدرولوژی  به  توجه  با 

محو گرادیانِمشکل  در    شدگی  بالاتر  توان  و  حل 

ی طبیعی و غیرخطی  هادهتشخیص الگوهای پیچیده پدی

با تشخیص آنها مشکل داشته است، توصیه    RNNکه  

  استفاده   LSTMشده است که در مطالعات آتی از روش  

   .(1999گرس)شود 

3 Long Short-Term Memory Recurrent Neural Networks 
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طولانی  LSTM  مدل نگهداشت    برای   هانوزتر  توانایی 

آموزش با  و در نتیجه    ورودیی  هادهدا شناسایی رفتار  

بیشتر دارد  دقت  شبکهرا  این  مصنوعی  ها.  عصبی  ی 

همکاران  توسط  بازگشتی و  توسعه   (1997)  هوچریتر 

کاربرد  داده  تاکنون  و  پیششده  در  متفاوتی    بینی های 

  بینی به ویژه در پیش  LSTM  .اندی زمانی داشتههایسر

  ی هاروشترین  به عنوان یکی از قوی هادهدا  بندیطبقهو 

شناخته    دینامیک مصنوعی  عصبی    شودمیشبکه 

همکاران  ) و  با    ،علاوهه  ب  .( 2019ستاودمیر  روش  این 

« 1ی قدیمی هاوابستگی»نگهداشت    یعنیقابلیت خاص خود  

ی هیدرولوژیکی اهمیت  هایسازبه طور خاصی در مدل

نیز    LSTMی  هامدل  دارد. ورودی  مقدار  جهت  از 

دارندهامشخصه  توجهی  جالب  معمولاً    هامدلاین    .ی 

نمایندی  هایتوانند ورودمی دریافت  ویژگی    .حجیم  این 

در    تواندمی   ،اگر در روند اجرای مدل مشکلی ایجاد نکند

  در دقت خروجی مدل موثر باشد.   یک روند آموزش عمیق

ویژگ شدههایتمامی  مطرح  تا   ،ی  شد  خواهند  موجب 

و    رعنوان روشی با خروجی هدفمندته  ب  LSTMی  هامدل

مورد  ساشبیهدر    تر دقیق رودخانه  روزانه  جریان  زی 

پس از انجام یک    LSTMی  هامدلدر    استفاده قرارگیرد. 

بینی اولیه در سطح هر نورون با استفاده از تابعی  پیش

تابع  )  سازبهینه ضرایب  بهینه،  ADAM)معمولاً  ترین 

 کیانتخاب    یابد.انتخاب شده و مراحل آموزش ادامه می

عمنهیبه  تمی الگور آموزش  در  موثر  تواند  می  ق یساز 

استفاده    گردد.   جیحل و بهبود نتا  زمانِ  موجب کمتر شدنِ

بوده    2سازیی جهت بهینهآماریک روش    ADAMاز تابع 

همکاران   و  کینگما  توسط  است.    (2015)که  شده  ارائه 

مطالعات    LSTMی  هامدل در  اخیر  سال  چند  در 

شدههیدرولوژی   استفاده  پیش  از  و    اند.بیش  کارتزرت 

زی هیدرولوژیکی در  ساشبیهدر نتایج    (2018)همکاران  

خود عنوان    LSTM مدل  ،مطالعه  به  مدل    کیرا 

زی  ساشبیهبالا در شناخت و    لیپتانسلوژیکی با  درویه

 

 
1 Long-Term Dependencies 
2 A Method for Stochastic Optimization 

حوضه  روابط و    کند. می  یمعرف  3ایمنطقه  ز یآبردر  لی 

بینی سیلاب با  در مطالعات خود به پیش  (2019)همکاران  

بارش   ورودی  دو  از  دبیاستفاده  مدل    و    LSTMبا 

تاکید  نپردازمی و  که  نکمید  دقت  ند  دهنده  نشان  نتایج 

  شده ایشان داشته است. در هر سه مدل ساخته  % 87بالای  

همکاران  فنی و  مطالعه   (2023)ا  از   ایدر  استفاده    با 

به  عمیق  با    جریان  LSTMروش    آموزش  را  رودخانه 

در    ، منظور  نیا  رای ب   .ندکرد  ی زساشبیهروزانه    اسیمق

و سنجش از   ینیزم  یهادهاز دا   ،مدل  ی هایورود فیتعر

  ن یبمنطقه تحت پوشش برف  مساحت  بارش و دما و    ردو

  LSTMی  هامدل  .شداستفاده    2010تا    2001  یهاسال

  ADAMتابع بهینه ساز  شامل    ،ن مطالعهآساخته شده در  

و   ا  ی ژگیو بوده  مطالعه  از    شانیخاص  استفاده 

کارگ  فاوتمت  یهاویسنار به    ی ورود  یهادهدا  یر یدر 

متفاوت   ی توال  با استفاده از   ،در همین راستا  . بوده است

اطلاعات   ورود  مدل در  در    یخاص  یهاوقفه  ،به 

با روش    هاوقفه  نی. اشد  ف ی تعر  اهویسنار  یهایورود

همکاران  یشنهادیپ و    که   شدند   یطراح  (2021)   ریس 

روزه و توالی   3و  2 ،1 ،0  یهاوقفه تیموجب شد در نها

و  ورودی انتخاب    یهااز دادهروزه    30و  25،  20،  10،  2

سناریوه  ب روش  هاعنوان  به  متفاوت    LSTMی 

داد  . شوندزی  ساشبیه نشان  ایشان  مدل    نتایج  که 

ی معمولی و بدون وقفه و  هادهاستفاده از دا  ی باسناریو

 در حالی  .ترین عملکرد را داشتیا توالی خاص، ضعیف

قوی توالی که  طول  با  مدل  به  مربوط  عملکرد    ترین 

نتایج مطالعه   روزه بود.   30  به صورت  ی ورودی هادهدا

  ورودی ایشان اهمیت استفاده از وقفه و توالی متفاوت در  

دهد که امری منطقی به نظر  میرا نشان    LSTMبه مدل  

های طبیعی  پدیده  وقوع   رسد. زیرا در طبیعت نیز بینمی

دارد  زمانی  یهاوقفه همکاران .  منطقی وجود  وونو  چو 

مطالعه  (2022) نقش  ای  در  بررسی  دا به  ی  هادهترکیب 

 آبروان-بارشزی  ساشبیهجهت    LSTMورودی در مدل  

3 Regional Hydrological Model 
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با استفاده از    که  ی ایشان نشان دادهایپردازند. بررسمی

  LSTMتوان کارایی مدل  می  ، ی هواشناسی بیشترهادهدا

همچنین  بهبود بخشید.    آبروان  -زی بارشساشبیهدر    را

ادامه دا که  کنند  میبیان    در  از  استفاده  ی  هادهترکیب 

هواشناسی مدل ه  ب  مختلف  آموزش  در  روشی    عنوان 

برای آموزش کامل  ی کلی مورد نیاز  هادهحجم دا  دتوانمی

این روش در مورد    را کاهش دهد.  LSTM  مدلو صحیح  

انتخابی ایشان در پیشهاحوضه   ، کم  هاینجریابینی  ی 

عمل دیگری  کرد.  موفق  مطالعه  همکارانها  ،در  و    نت 

روش    (2022) پیش  LSTMعملکرد  در  جریان  را  بینی 

ایستگاه در شرایط آب و هوایی متفاوتی   10رودخانه در 

. این  کردندبررسی  را  مریکا  آدر مناطقی از غرب کشور  

بینی  زیر به پیشبه شرح    ییهایبا استفاده از ورود   ،مدل

   :پردازدمیجریان رودخانه 

ی سیستم آگاهی  هادهدا میانگین از    ،جریان رودخانهخود  

مورد    آبخیزحوضهدر    1GloFAS  بخشی جهانی از سیلاب 

میان مدت  بینی شده از پیش زباز آنالیی هادهو دامطالعه 

  آبخیز حوضهدر  2ERA5آب و هوایی در اروپای مرکزی 

مطالعه روش  مورد  که  داد  نشان  ایشان  نتایج   .LSTM  

پیشمی در  معتبر  روشی  عنوان  به  جریان  تواند  بینی 

 کند. رودخانه عمل  

ی  هادر شبکه  انیگراد  یدر برخورد با مشکل محو شدگ 

بازگشتی .  شدند  یطراح  زین  یگری د  یهامدل  ،عصبی 

پیشنهاد شده   LSTMهای بعد از ارائه  در سال  مدلی که

  چوو و همکاران   باشد که توسطمی  GRUمدل    ،است

مدل    (2014) این  دامیارائه شد.  تعداد  با  ی  هادهتواند 

عملیات آموزش عمیق را با موفقیت پیاده سازی    ، کمتری

ی زمانی که  هایدر تشخیص الگوی سر  هامدل. این  کند

تبدیل گفتار به    مانند  ، توالی اهمیت داردترتیب و  نها  آدر  

دارد کاربرد  و  استفاده شده  همکاران  )  متن  و  شواکر 

  است، جدید  نسبتاً    GRUمدل  با وجود این که    .(2019

 

 
1 Global Flood Awareness System 

خوبی   استقبال  با  رودخانه ساشبیهدر  اما  جریان  زی 

مثال برای  است.  شده  ملو   استفاده  دی  و    آدریان 

لی و همکاران    نیز در مطالعه دیگری  و  (2019همکاران )

زی جریان رودخانه از این روش  ساشبیهبرای  (2021)

بینی جریان رودخانه پیش  رای را ب   استفاده کرده و آن

دیگری   نمایند.میتوصیه   مطالعه  و    در  وئوژاینهو 

بر    ،(2022)  همکاران مطالعه  کارایی با  کیفیت    روی 

و    LSTMدو مدل از خانواده    ی آموزش عمیق، هامدل

از  MLPنوع    مدلی از بینی  پیش  برایرا    GRU و مدلی 

. ایشان بیان استفاده نمودند  جریان رودخانهکوتاه مدت  

ی اقلیمی در اثر بخش بودن مدل  هایویژگ  داشتند که  

، اما ای داردویژه  بینی کننده آموزش عمیق اهمیتپیش

را    GRU  ،در شرایط مشابه  هامدلمقایسه    خصوصدر  

 .  ندبرتر معرفی کرد LSTMنسبت به دو مدل 

جمعه  ب تحقیق  عنوان  مقدمه  بخش  بیان میبندی  توان 

  اند توانسته  ی ی علمیِ مختلفهارشته  دانشمندانکرد که  

  ی آموزش هاروشو  هوش مصنوعی  گیری از  بهرهبا  

را   ،ماشین رودخانه  و    جریان  زمانی  تفکیک  قدرت  با 

برای بهبود    هاتلاشو    زی کنندساشبیه  مکانی متفاوتی

ادامه دارد این  دقت زمانی و مکانی همچنان  . در میان 

عمیق  هاروش آموزش  بخش  از  نظر    و  رسد  میبه 

-توانایی قابل قبولی در پیش LSTM  و   GRUی  هاروش

باشب داشته  رودخانه  جریان    LSTMو    GRU  د.نینی 

ی خاص هایآموزش عمیق قدرتمند با ویژگ  یهاروش

بینی جریان روزانه رودخانه استفاده  که در پیش  هستند

ی عصبی بازگشتی  هاروش از شبکه  دو   د. این نگردمی

د و  ننمایمیمرحله آموزش استفاده  ای در  ارتقاء یافته

ی مناسبی به مدل  هادهکه دا  در صورتی   ،به این ترتیب

د با دقت خوبی جریان روزانه  نتوانمی ، وارد شده باشد

مدل  دو توانایی خاص این  د.نبینی نمایپیشرودخانه را 

شناسایی   ابزاری  میپیچیده    یهامدلدر    برای تواند 

  زباشد. ا  هاسیلاب و کنترل سطح آب رودخانه  مطالعه

2 European Centre for Medium-Range Weather Forecasts 

Reanalysis 
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همچنان  مرور ادبیات تحقیق مشخص شد در مطالعات  

ارتقای   برای  جریان  ساشبیهی  هاروشتلاش  زی 

به دنبال یافتن پیش    مطالعه حاضر  .رودخانه ادامه دارد 

دا از  مناسب  عمیق    یهامدلی  هادهپردازشی  آموزش 

پیش رودخانه  در  روزانه  جریان  همین    است.بینی  به 

ی مدل بوده و از  هایورود تمرکز تحقیق بر روی ،علت

دا هادهدا دور،  از  سنجش  خروجی  هادهی  ی 

داهایسازمدل دا هاده،  و  میدانی،  ابتکاری  ی  هادهی 

ترکیبات متفاوتی   ،در ادامه  .استفاده خواهد شد  تجمعی

دا پردازش  پیش  مدل هادهاز  دو  در  مدل  ورودی    ی 

GRU  وLSTM    ی  هادهدا متفاوتی از حذف  ی  هاروشبا

  در صورتی   ی مختلف ایجاد خواهد شد.هاسناریوپرت  

زی  ساشبیهرا در    هایورودکه بتوان ترکیب مناسبی از  

یی  هاپیشرفت  ممکن است  ،جریان رودخانه به کار برد

  زی جریان رودخانه ایجاد گردد. ساشبیهدر دقت مدل  

دا هاسناریو در  مختلف  است هادهی  ممکن  ورودی  ی 

بتواند توان  بینی خروجی را تحت تاثیر قرار داده و  پیش

بنابراین    .(2021  یافوزو و همکاران)  مدل را بهبود دهد 

ارائه یک سناریو مناسب از   با هدف  ،در مطالعه حاضر

زی جریان رودخانه تلاش  ساشبیهدر    ی ورودی هادهدا

تا  می بررسی  هامدلگردد  مورد  و  ساخته  متفاوتی  ی 

و    GLDAS  ی داده هاپایگاه  از   ، در این راستا  قرار گیرند.

CHIRPS  دا  و دور هادهنیز  از  سنجش  سنجنده   ی 

MODIS  اندازه  و میدانی  همچنین    های دادهگیری 

ادامه بیشتر توضیح  میرودخانه استفاده   شود که در 

 داده خواهند شد. 

 ها مواد و روش

 منطقه مورد مطالعه  

وسیع در محدوده غربی  ای  کرخه منطقه  آبخیزحوضه

  درجه   34تا    31ییجغرافیا  یهاطولبین    کشور است که 

  درجه واقع شده است.   49تا    46جغرافیایی    ی هاعرضو  

جواد  )  است   2Km  51643دارای مساحت    این محدوده

با توجه به گستردگی وسعت و   .(2020نژاد و همکاران  

و جنس خاک با هارودخانه  ،تنوع عوارض  متفاوتی  ی 

جریا و  این    هاینشدت  در    آبخیز حوضهگوناگون 

وجود دارد. رودخانه کشکان به عنوان یک منبع مهم و  

موثر به ویژه در کشاورزی و زندگی مردم ساکن این  

شناخته   کلیمی محدوده  طور  به  این    ،شود. 

به عنوان یک محدوده مهم از دیدگاه منابع   آبخیزحوضه

کشور   برای  آبمیآبی  از  مهمی  بخش  که  های باشد 

  کندمیکشاورزی و صنعتی و نوشیدنی کشور را تامین  

همکاران  ) و  حدوداً    .(2020گراوند  کشکان  رودخانه 

اکوسیستم  Km  300دارای   میان  از  و  است  ی  هاطول 

کند. بررسی سابقه  متنوعی از جنگل تا دشت عبور می

این   که  است  داده  نشان  کشکان  رودخانه  تاریخی 

با  رودخانه   و  است  سیلاب  مستعد  بالقوه  صورت  به 

کند  میتوجه به املاح و رسوبات زیادی که با خود حمل  

سیلاب   هنگام  مخربمیدر  سایر  تواند  از  تر 

هزینههارودخانه و  باشد  مشابه  مناطق ی  های  احیای 

زده نیز بیش از موارد مشابه تحت سیل خواهد  سیلاب

،  2020تا سال    1995ی  هادر حد فاصله بین سال  بود. 

متر مکعب بر    1000سیلاب با بیش از    16این رودخانه  

ثبت را  است  ثانیه  همکاران)  کرده  و    . (2021  حسینی 

در  دهد  مینشان    2شکل سالکه  بین  فاصل  های  حد 

  1000چهار مورد سیلاب بیش از  ،  2021  آوریل تا    2016

در دهانه ورودی شهر پلدختر رخ    هیمتر مکعب بر ثان

متر مکعب بر    4000داده است که یک مورد آن بیش از  

این  که  ای  منطقه  ثانیه بوده است. ارائه شده در  روش 

پیاده آن  در  از  ای  حوضهزیر  ،گرددمیسازی  مطالعه 

ی ارائه شده  هایکرخه به مساحت و ویژگ  آبخیزحوضه

همچنین  است  1  جدول  در مورد    1شکل  .  محدوده 

را  کرخه    آبخیزحوضهدر    آن  موقعیتمطالعه به همراه  

نمایش محل قرارگیری  رای  ب   ،علاوه ه  دهد. بمینمایش  

استفاده مورد  هیدرومتری  مکانی   ،ایستگاه  موقعیت 

این محدوده مورد مطالعه بزرگنمایی   شهر پلدختر در 

 شده است.  
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 رودخانه

 کرخه
  هزیر حوض

 کشکان 
 کشکان  2031 533 2958 1312

 

 

با   شهر پلدختر یورود یدرومتریه ستگاهیدر ا هرودخان انیمنطقه مورد مطالعه در مقابل جر  نی انگیبارش م شینما - 2 شکل

 قدرت تفکیک زمانی روزانه. 
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 ی مورد استفاده هادهدا

  هیدرولوژی   یهامدلی ورودی به  هادهدر خصوص دا

پیشرفت استهاهمواره  شده  حاصل  علم    ،یی  در 

سال در  داهیدرولوژی  از  استفاده  اخیر  ی  هادههای 

با  ای  ماهواره ترکیب  در  یا  تنهایی  پس  هاروشبه  ی 

دا  و  دیده میهادهپردازشی  بیشتر  میدانی  شود. در  ی 

عص میحقیقت   در  گفت  به    هاماهواره  حاضر   رتوان 

استفا عموم  یتجاری  هادهمنظور  زیستی،  و  محیط  ی، 

دا آوری  جمع  و  امور  هادهپایش  یا  و  زمین  سطح  ی 

لانس ) شوند  میبرداری  و بهره   ، طراحیهنظامی و غیر

ماهواره.  (2019وهمکاران دسته  ی  تجار  یهادر 

یاهادهدا و  خروجی  اختانحصاراً    ریتصاو   ی    ار یدر 

  ی در برخ  . قرار دارد   یو خصوص  ی دولت  هاین سازما 

  ها دهاین دا به  عموم    یدسترس  نه یموارد با پرداخت هز

خواهد بود. امروزه به سبب    ر یامکان پذ  ری تصاوو یا  

علم سنجش انتشار وس  توسعه  و  دور    ی هادهدا  عیاز 

 اطلاعاتی مانند خروجی این علم در سراسر کره زمین،  

اقل  یکشاورز  ،یهواشناس  یِعلمی  هادهدا در    یمی و 

موجود  اطلاعات  یهاگاهیپا متنوعی  همچنین استی   .  

  ه یثانو  یهادهدا  دیمجدد و تول  لیتحل  دادن عملیات  انجام

استفاد  تر دقیق با  ترک   ه نیز    های تحلیل  ایها  داده  بیاز 

 شود. در تحقیقات علمی فراوانی دیده میداده محور 

ی هواشناسی مانند بارش،  هادهیی از نوع داهایورود

حرارت معمولاً  درجه  تعرق  و  تبخیر  ی  هامدل  در   و 

شدLSTM زی  ساشبیه استفاده  تحقیقات  .  اندهدر 

دا چون  هادههمچنین  دیگری  مقدار    رطوبتی  و  خاک 

واقع گردند. می دبی جریان رودخانه     ش یپ  توانند مفید 

  ی مدل به شکل محسوس  جیدر نتا  ی ورود   پردازش داده

بدون خطا و    ، ورودی مدلبایست  میو    استاثر گذار  

با قدرت تفکیک مکانی و زمانی   بوده   ی پرت هادهدا و 

گردند تهیه  در    . مناسب  فاحش  خطای  گونه  هر  زیرا 

 

 
1 The NASA Goddard Earth Sciences Data and Information 

Services Center 

الگوی  می  هایورود شناخت  و  پردازش  عملیات  تواند 

مختل  انجام را  عمیق  آموزش  روند  در  متاثر   شده    و 

نیز بسیار مهم بوده    هادهانتخاب نوع دا   ،به علاوه   نماید.

بایست عوامل موثره واقعی  میی ورودی مدل  هادهو دا

مثال   برای  باشند.  طبیعی  اکوسیستم  در  پدیده  رفتار 

بسیار واضح است که بارش نقش مهم و اثرگذاری در  

دارد رودخانه  می  .جریان  گزینه  بنابراین  یک  تواند 

رودخانه   انیجر   نگریبه مدل تخم  یورود   ی برامناسب  

حاضر  در.  باشد داده  ،مطالعه   داده   یهامدل  یهااز 

  استفاده   ی ورود  عنوان  ه ب  GLDAS نیزم  سطح  یگوار

حاصل   یکه خروج  یمعن  نیبه ا  ی داده گوار  .است  شده

و سنجش از دور با    یدانی م  یر یگاندازه  یهاداده  بیترک

با    GLDAS  یهامدلاطلاعات    است.  ی وتریکامپ  یهامدل

ورود  از  و    یهایاستفاده  دما  و  بارش  چون  مختلفی 

که از هر دو روش    شوندتولید می  ه خاک و غیر  بندی طبقه

تهیه شد از دور و روش میدانی  تولید کننده  اندهسنجش   .

از   اطلاعات  اطلاعاتی   زیرمجموعهاین  خدمات  مرکز 

(  1GES DISCعلوم زمین سازمان هوا و فضای امریکا ) 

 .( 2016تنج و همکاران) باشدمی

   GLDASپایگاه داده 

داده پایگاه  به    ،این  مربوط  اطلاعات  از  مختلفی  انواع 

انرژی زمین   شارهای  کره  در  هاروندو    در  طبیعی  ی 

و   زمین  بین  آب  چرخه  نیز  و  زمین  در سطح  جریان 

تفکیک  اتمسفر   قدرت  با  تمام کره زمین  را در وسعت 

ترکیبی    ،هادهکند. این دا میزمانی و مکانی مختلف ارائه  

دا  دورهادهاز  از  سنجش  روش  با  شده  استخراج  ،  ی 

مدل روش  و  میدانی  گیری  اندازه  سازی  روش 

در مطالعات مختلفی   ،باشند. پیش از اینمیکامپیوتری  

به  هادهدا داده  پایگاه  این  تحقیقات ی  منظور 

هیدرولوژیکی و هواشناسی مورد استفاده و تایید قرار  

دااندهگرفت این  به  می  هاده.  مربوط  امور  در  توانند 

یا  پیش نیز اقلیمبینی  خشکسالی  رصد  یا  و  شناسی 
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همکاراناستفاده گردند   این  هادهدا  .(2004)رودل و  ی 

قدرت تفکیک    کنون باتا  2000سال  از ابتدای    ،پایگاه داده

کیلومتر مربع    8/27  برابر حدوداً  درجه   arc 0.25مکانی

در دسترس بوده و برای استفاده در تحقیق حاضر ابتدا  

ساعته دریافت شده و    3با قدرت تفکیک زمانی    هادهدا

گیری    میانگین  ، ی مربوط به یک روزداده  8سپس از هر  

دا و  دا  هادهشده  به  شد هادهتبدیل  روزانه  این    .اندهی 

احتمالی    ،عملیات خطای  تا  کرد  خواهد  کمک  همچنین 

ی  هادهدا  به مدل نهایی کاسته شود.   هایناشی از ورود 

رطوبت خاک  عبارت از    ،مورد استفاده از این پایگاه داده 

این   است. هیپا ینیرزمیزآب در رواناب سطح و  سطحی

بینی جریان رودخانه موثر  توانند در پیشمی   اطلاعات

گردند همکاران  ادایاوچ)  واقع  .  (2007نتریو ،  2002  و 

  ن یب  یخیدر حد فاصله تار یروز متوال  2271ها در داده

استفاده    20/03/2022تا  1/01/2016 و  استخراج 

 . اندشده

 CHIRPSپایگاه داده 

یک پایگاه داده با سوابق تاریخی    1CHIRPSپایگاه داده  

تواند در  می بالا و در وسعت تمام کره زمین است که  

مطالعه حاضر به عنوان ورودی میانگین بارش منطقه 

این  ای  استفاده شود. علت استفاده از چنین پایگاه داده

مطالعه مورد  منطقه  در  که  ایستگاه  ،است  ی  هافاصله 

بااندازه بارش  همین    گیری  به  بود  زیاد    دلیل، یکدیگر 

وردن میانگین بارش منطقه به این پایگاه  آبرای بدست  

گروه   توسط  داده  پایگاه  این  است.  شده  استناد  داده 

توسعه   کالیفرنیا، سانتاباربارا  دانشگاه  اقلیمی  خطرات 

داده شده است و بر مبنای مقایسه تصاویر سنجش از  

و   تخمین  گیریاندازهدور  و  شده  هامیدانی  ارائه  ی 

 است.  تولید داده 2اقلیم  خطرات توسط گروه 

تاکنون    1981بارش از سال    اطلاعات  ،این پایگاه داده 

کشور در خود جای داده و پیش از    80را برای بیش از  

این در مطالعات مختلفی در خصوص علوم هیدرولوژی  

 

 
1 Climate Hazards Group InfraRed Precipitation with Station 

و اقلیم شناسی و کشاورزی و الگوهای بارش استفاده  

در بارش میانگین    .(2015فوونک و همکاران)  شده است

فاصل   مقیاس زمانی روزانه در حد  با  مطالعه حاضر 

ی میدانی جریان هایهای مشترک با اندازه گیربین سال

  رودخانه استفاده شده است.

 MODISسنجنده  ی هادهدا

پوشش    NDVI شاخص نرمال شده شاخص    اختلاف 

 ی انعکاس  اتیمنطقه است که بر اساس خصوص  یاهیگ

  قرمز   موج الکترومغناطیسیسنجش  در    پوشش گیاهی

RED  نزدیک و مادون قرمز Near-IR  بدست    1 رابطه از

میلسی)  دآیمی و  با    .(2019گسس  حاضر  حال  در 

ماهواره   از  سنجنده    TERRAاستفاده  که    MODISو 

شاخص   نیتوان امی  ،کندمیبراساس بازتاب نور عمل  

  متر و به صورت روزانه   1000  یمکان  کیرا با قدرت تفک 

 کرد.  محاسبه

[1  ]  NDVI =  
 ρNIR

∗ − ρRED
∗  

 ρNIR
∗ + ρRED

∗  
 

 

ρRED(،  1معادله )در  
برابر است با مقدار بازتاب بدست   ∗

ρNIRآمده در محدوده طیفی رنگ قرمز مرئی و  
برابر    ∗

بدست   بازتاب  مقدار  با  طیفی آاست  محدوده  در    مده 

قرمز و    مادون  گیاهی    NDVIنزدیک  پوشش  شاخص 

حاضر    باشد.می مطالعه  ایندر  به  توجه  در  با  که 

  برناکی و عوامل متعددی چون اَ  ،محاسبات این شاخص

تا حدی در  شب و روز احتمالاً    یا عدم وجود نور در 

  ریاضی   لتریاز ف   ایجاد خطا خواهند کرد،سنجش نهایی  

استفاده   NDVIرفع نوسانات  برای  «  یگلو-یتزکی»ساو

است همکاران  ی تزکیساو)    شده  فیلتر    .(1964  و  این 

شود  سری زمانی استفاده می   شدید  رفع نوسانات  برای

این  از  پیش  همکاران    و  و  همچن  ( 2016)سانچز    نیو 

از  ای  جداگانه   در مطالعات(   2022)  کرموند و همکاران

2 Climate Hazards Group Rainfall Estimates (CHGREE) 



 1403/ سال   4شماره  34/ جلد  هیدرولیک کرموند                                                                                 نشریه دانش آب و                  10

 

 

به صورت یک    همچنین این فیلتر اند،  استفاده کرده  آن

 محیط پایتون قابلیت فراخوانی دارد.  در  تابع

 جریان رودخانه   ی هیدرومتری میدانیهادهدا

ی ایستگاه هیدرومتری در مطالعه حاضر ناشی  هادهدا

اندازه  ایستگاه   میدانی  گیریاز  در  رودخانه    جریان 

علامت ستاره در  )  استبا تفکیک زمانی روزانه  پلدختر،  

دا  .(1شکل سازمان   هادهاین  توسط  ایران  کشور  در 

در واقع    گردد.میمدیریت منابع آب کشور جمع آوری  

بینی این  هدف اصلی این مطالعه ارائه روشی برای پیش

این    گیریاندازهمحل  خواهد بود.    هایسری زماندسته  

بسیار حیاتی بوده و در موقعیت ورودی شهر    هادهدا

خواهد  پلدختر   قرار  بررسی  مورد  کشکان  رودخانه 

 گرفت.

استفاده در    یهادهدا قابل    2در جدول    نگاه  کی مورد 

پ   ن یا  .هستند   یبررس ف   شیجدول  گونه  هر    لتر یاز 

  ی کل  دی د  ک یشده است و    هیته  هادهو اصلاح دا  یاضیر

.  کندیئه مامورد استفاده ار  ی هادهدا   طینسبت به شرا 

ا ا  نیدر  ادامه  در  و  خاک   ،قیتحق  نی جدول  رطوبت 

جر  SSMبا    یسطح جرQبا    خانهرود  انیو  آب    انی، 

شاخص   زی ن  و  Pبارش با    ،G.Waterبا    هیپا  ینیزمریز

 . اندهداده شد  شینما  NDVIنرمال شده با    یاهیپوشش گ

 

 مورد استفاده.  یهاده دا راتییو تغ  یپراکندگ طیشرا -2جدول 

)1-s 3mQ ( )1-day mm(P )2-m kgSSM ( G.Water      

)2-m kg( NDVI (-)  عنوان 

 تعداد  2271 2271 2271 2271 2271

 میانگین  205/0 056/0 24/19 412/1 59/63

 معیار انحراف  038/0 111/0 41/8 27/5 32/185

 کمینه  - 004/0 002/0 56/8 0 64/1

8/11 0 021/10 005/0 184/0 25% 

3/32 0 204/20 014/0 203/0 50% 

6/64 0 025/27 067/0 228/0 75% 

 بیشینه 309/0 704/1 728/38 08/62 5237

 LSTM مدل

  ی مدت طولان  -مدت    کوتاه  یحافظه  ی عصب  ی شبکهمدل  

اختصار   به  عصبی   LSTMیا  شبکه  از  خاص    نوعی 

قدیمی یا بلند مدت   هاینتواند وز میبازگشتی است که  

مطالعات   که در  مدل  این  دارد.  نگه  را در حافظه خود 

زبان، پردازش  به  و  مربوط  و    ترجمه  صوتی  تایپ 

گسترده شکل  به  صدا  میای  تشخیص  گردد،  استفاده 

فردی در تشخیص   به  توالی اطلاعات  ویژگی منحصر 

توان  میشود  دارد. اگر مساله با جزئیات بیشتری باز  

ای  به محتوای ریاضی این برنامه اشاره کرد، در مرحله

 

 
1 Gates 

دا پردازش  د  1ییهادرگاه  ،هادهاز  که  دارد  ر  وجود 

شده  ن  3شکل داده  ایشان  شبکه    هادرگاه  ن است.  به 

کند.  میاجازه   تمرکز  مهم  اطلاعات  روی  بر  تا  دهند 

  هاینوزکنند تا  میبه شبکه کمک    هااین درگاه  ،همچنین

تا   دارد،  نگه  خود  در  طولانی  مدت  برای  را  قدیمی 

الگوبدین گردند.  تر شناسایی  ی پیچیده راحت هاوسیله 

است   2نگهدار یک واحد خود  LSTMسلول در شبکه    ره

درگاه  هایسلولاز  ای  که حاوی مجموعه و    ها حافظه 

مقادیر را از گام زمانی قبلی در    ،حافظه  هایسلولاست.  

نگهداری   درگاهد، در حالینکنمیتوالی مشخص    ها که 

2 Self-Contained Unit 
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د به گام  نتوانمی کنند که کدامیک از اطلاعات  میتعیین  

پیدا   راه  درگابعدی  کمک    هاهکنند.  شبکه  به  همچنین 

تا  می قدیهادهداکنند  و  میی  کرده  نگهداری  را  تر 

 و همکاران تر یهوچر) ندنرا شناسایی ک  هادهمحتوای دا 

  ت ساز تانژانتابع فعال  tanh  3شکلدر  در ادامه و    .(1997

دهنده  نشان  tXساز سیگما،  تابع فعال   σهایپربولیک، و  

)  tCو    هایورود دهنده  حافظه Cell Stateنشان  یا   )

و   گام    tC-1بلندمدت  در  بلندمدت  حافظه  دهنده  نشان 

مدت نشان  tH  ،قبلی کوتاه  یا  پنهان  حافظه  دهنده 

(idden stateH  و )1-tH  مدت در  حافظه کوتاه  هنشان دهند

می قبلی  زمانی  و  گام   )+( با  کردن  اضافه  باشند. 

 . ( نشان داده شده استXها نیز با )سازی دادهمقیاس 

 

 
 . LSTMسلول حافظه در یک شبکه عصبی   و معماری ساختار - 3 شکل

 

(.  1رابطه  )در درگاه فراموشی است    ،گام اول محاسبه

تصمیم بر اساس یک تابع سیگما گرفته    ،در این مرحله

 شود.می

 

[2  ]  )f] + bt, X1-t[h f(W = σ tf 

 

[3  ]  )i] +bt, Xt−1[hi= σ (W ti 

 

[4  ]  𝐶𝑡
~= tanh (Wc [ht-1, Xt] + bc) 

 

[5  ]  × 𝐶𝑡
~ t+ i1 -tC × t= f tC 

 

[6  ]  )o] + bt, x1-t[ho =σ (W tO 

 

[7  ]  )tCtanh (  ×t= o th 

 GRUمدل 

در   که  مدل  زبان،  این  پردازش  به  مربوط  مطالعات 

شکل   به  صدا  تشخیص  و  صوتی  تایپ  و  ترجمه 

گردد، ویژگی منحصر به فردی  استفاده میای  گسترده

در   مدل  این  در  دارد.  اطلاعات  توالی  تشخیص  در 
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وجود دارد که    1ییهادرگاه  هادهاز پردازش داای  مرحله

به شبکه    هادرگاه  ننشان داده شده است. ای  3شکل  در

  ن دهند تا بر روی اطلاعات مهم تمرکز کند. ایاجازه می

  2یروزرسانهنام دروازه به  ب  مفاهیمیاز    ینوع معمار

تعیین    ، این دو درگاه. بردسود می 3یو دروازه بازنشان

اطلاعاتی   چه  که  بود  خواهند  موضوع  این  کننده 

مهم نکته    توانند عبور کنند.توانند و چه اطلاعاتی نمیمی

  است، ا  قابل آموزش بودن آنه  ،هادروازه  خصوص  در

قبل را بدون    اریبس  یزمان  یهاتا اطلاعات مربوط به گام

تغ دستخوش  کنندشوند    رییآنکه  نگهداری  خود  .  در 

،  شودیداده م  شینما  ی که با گاما یو،دروازه بروزرسان

مورد    یحالت قبل  یگام زمان  ک یدر  تعیین خواهد کرد  

گ قرار  د  ی ورود   ای  ردی استفاده  هر  از  ترکیبی  یا    و و 

ب ا   ااستفاده گردد.  از  خواهد  شبکه    ، تیقابل  نیاستفاده 

گام    نیحالت از چند  کی  یطولان  یهادر دنبالهتوانست  

. این مدل  اثر دهد   ی بعد  یقبل را در چند گام زمان   یزمان

سازی شده و با پایتون پیاده زباندر مطالعه حاضر به  

شده    پردازش   4محور  GPUسخت افزار پردازش کننده  

مشخصات سناریو  است.  تمامی  در  در  هامدل  که  یی 

به شرح   و  بوده  ثابت  خواهند شد  داده  توضیح  ادامه 

  % 70  ،ی ممکنهادهباشد. از میان تمامی دامی  3جدول  

  آزمون در مرحله    %15استفاده در مرحله آموزش،    برای

  شکل در    .اند هدر مرحله اعتبارسنجی استفاده شد  %15  و

4  tanh  هایپربولیک،    تساز تانژانتابع فعال σ  تابع فعال-

نشان دهنده    tC  ،هاینشان دهنده ورود   tXسیگما،  از  س

(Cell Stateبلند حافظه  یا  و    (  دهنده    tC-1مدت  نشان 

 باشند.حافظه بلند مدت در گام قبلی می

 

 .هامدلی هایویژگ - 3جدول 

 5واحد تعداد لایه نام مدل 
گذر 

 6ی آموزش

سایز هر 

 7پاس

تابع 

 8خسارت

 

 9عامل فشار

تابع فعال  

هر  ساز همه 

 چهار لایه

GRU 32 50 30 چهار لایه MSE 2/0 Tanh 

LSTM 

چهار لایه 

LSTM    و

یک لایه  

 پنهان

60 160 32 MAE 6/0 ADAM 

 

 
1 Gates 
2 Update Gate 
3 Reset Gate 
4 Intel Xeon CPU @2.20 GHz, 13 GB RAM, Tesla K80 

accelerator, and 12 GB GDDR5 VRAM 

5 Unit 
6 Epoch 
7 Batch Size 
8 Loss 
9 Dropout 
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   .GRUساختار و معماری سلول حافظه در یک شبکه عصبی   - 4 شکل

 

 سیروش ماهالانوب

پیش  پرت  ی هاداده  صیتشخ در  پردازش  نوعی 

زی جریان رودخانه بوده و  ساشبیهی  هامدلمحاسبات  

م  یامر محسوب  آنجاشود ی مهم  از  چن  یی.   نیکه 

 میکنیخارج م  یآمار  یهامدلاز  با استفاده  را    یی هاداده

باش  دیبا ی  هامدلدر    آنهاحذف  اثرات  که    میمطمئن 

میپیش مقدار  چه  تا  کننده  فاصله    باشد.بینی  تابع 

فاصله    گیریاندازه  یبرا  ی به عنوان روش  1سیماهالانوب

از   م  گر یکدیمشاهدات  فاصله    .شودیاستفاده 

دهنده  سیماهالانوب نشان  مرکز  ،  از  نقطه  هر  انحراف 

 انسیو وار  یا، با در نظر گرفتن همبستگهداده  هخوش

است مختلف  گام  و  ابعاد  از  استفاده  قابل    ری زهای  با 

 :محاسبه است

  ا هدادهمجموعه    ی برا  سکوواریان  سیماتر  ابتدا، 

کهمحاسبه   شد  دهند  سیماتر  نیا   خواهد    ه نشان 

همبستگ  انسیوار و  بعد  است.  ن یب  ی هر   سپس،  آنها 

.  شودمی ا محاسبه  هدادهمجموعه    یبرا  نیانگیبردار م

در    ا است.هداده  همرکز خوش  هبردار، نشان دهند  نیا

 

 
1 Mahalanobis Distance 

فاصله    یبرا  ،نهایت داده،  مجموعه  در  نقطه  هر 

 شود: یمحاسبه م ریبا استفاده از رابطه ز سیماهالانوب

[8  ]  MD = √(u − v)V−1(u − v)T 

 

رایه  آبوده و از جنس    هایورود  u , v   (،8)  معادلهدر  

بعدی   ماتریس    Vباشند.  مییک    کوواریانسنماینده 

ماهالانوبدهنده  نشانMD   .است  هادهدا   س یفاصله 

 باشد.می

آخر گام  انجام    ن ییتع  ،در  مقدار    چیه  . شودمی آستانه 

وجود ندارد که    سیفاصله ماهالانوب  یبرا  یثابت  هآستان

نقاط پرت را مشخص کند. روش    یبتواند به طور قطع

برا  یجیرا از    ن ییتع  ی که  استفاده  دارد  آستانه وجود 

 د. باشیم 2یاحتمال خ عیتابع توز

خی  بر  آستانه توز   ،اساس  آزادخی    عیاز  درجه    ی با 

 ی. سطح معنکندمیا استفاده  هدادهبرابر با تعداد ابعاد  

(  01/0یا    05/0)معمولاً    کردهمورد نظر را انتخاب    ی دار

و درجه    یداری سطح معن  نیو سپس آستانه براساس ا

  س یکه فاصله ماهالانوبای  نقطه. هر  یدآمیبدست    یآزاد

باشد، به عنوان نقطه پرت در نظر    شتریآن از آستانه ب

2 Chi-Square 
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 شود. میگرفته 

 Z-Scoreروش 

ی نرمال سازی هاروشتوان از دسته  میاین روش را  

رابطه    قیاز طر  Z-scoreمقدار    ،تلقی کرد. در این روش

است    (9) محاسبه  آن،  قابل  در  م  μکه    نیانگیمقدار 

مع  σو    یآمار  تیجمع .  باشدیم  تیجمع  اریانحراف 

  ف ی ، فاصله آن ردz  یمقدار قدر مطلق محاسبه شده برا

دا م  هادهاز  از  انحراف   تیکل جمع  نیانگیرا  بر حسب 

مقدار مثبت باشد،    نیا  که  یهنگام  .دهدی نشان م  اریمع

باشد، نشان  یو اگر منف نیانگیبالاتر از م Z-score یعنی

م از  دا  نیانگیدهنده کمتر بودن مقدار خاص،    هادهکل 

همکاران  )  باشدیم و  مطالعه حاضر  .(2020کورا   ،در 

در نظر گرفته شده است.   هادهبرای انتخاب دا  ±  5/2بازه

ی پرت در محیط هادهکلیه عملیات محاسبه و حذف دا

 پایتون پیاده سازی شده است. 

[9  ]  z =
x − μ

σ
 

 

بدون  کردیروش رو - حذف مقطع بحرانیروش 

 حذف

کردن    ،هادهدا  شی پالا   یهاروشاز    گرید  یکی خارج 

بوده که سبب شده    د یآنچنان شد  ل یاست که س  یمقاطع

با احتمال رخداد    یآمار  یهارودخانه در دسته  انیجر

  ی انتخاب  ویسنار  ک یدر    ، منظور  ن ی. به اردیقرار گ  نییپا

از سال    یبخش  ،یبحران  مقاطعخروج    یویتحت نام سنار

جر  2019 طغ  نهرودخا  انیکه  شدت  به    ان یکشکان 

ورود  از  است  سنار  هایداشته  است.  شده    و یحذف 

ه  ز ین  ی گر ید آن  در  که  شده  از  ای  داده  چ یانتخاب 

بدون    کردیرو   ویحذف نگردد و به نام سنار  هایورود

 حذف نام برده خواهد شد. 

   هاویسنار

  8  ، ی پرتهادهرویکرد حذف دا  4با    با ترکیب دو مدل 

از    یسناریو جریان  ساشبیهی  هامدلمتفاوت  زی 

 . تشکیل خواهد شد هرودخان

 

 . هامدلپردازش و ساخت رویکرد پیش -4جدول 

 02-سناریو 01 -سناریو سناریو
  -سناریو

03 

  -سناریو

04 
 08 -سناریو 07 -سناریو 06 -سناریو 05 -سناریو

مدل   GRUمدل  GRUمدل  مدل 

GRU 

مدل  

GRU 

مدل  

LSTM 

مدل  

LSTM 

مدل  

LSTM 

مدل  

LSTM 

 Z-Score بدون حذف ماهالانوبیس  روش حذف
مقطع  

 بحرانی 

ماهالانوبی 

 س
 Z-Score حذف   بدون

مقطع  

 بحرانی 

 

 خطا اندازه گیری ی هاهآمار

این   مرحله  آخرین  در    ، تحقیقدر  آمده  بدست  نتایج 

سنجی مدل به روش  رو اعتبا  ، آزمونی آموزشهابخش

پیرامون  هاهآمارکنترل   و  بررسی شده  زیر  ی خطای 

از رابطه زیر    قدرمطلقِ خطا  نِیانگیم  د.وشمینتایج بحث  

 محاسبه شده است. 

[10  ]  MAE =
1

n
∑|Yi − Ŷi|

𝑛

𝑖=1

 

ی بوده  آمارهای جامعه  تعداد کل داده  n  (، 10)در رابطه  

مقدار   Ŷiو  ام   iدر سری زمانی در مرحله داده  کیYi و  

پیش مرحلهداده  در    نِ یانگیم  و  باشدمیام    i  بینی 

 نمایش داده شده است. MAE با قدرمطلقِ خطا

 . گرددمیضریب تعیین از رابطه زیر محاسبه 

[11  ]  R2 =  1 −
∑ (Yi − Ŷi)

2n
i=1

∑ (Yi − Y)
2

n
i=1

 

  نمایش داده شده،   2Rمعیار ضریب تعیین معیاری که با 
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داده  برای دقت  پیشتعیین  میهای  استفاده  شود.  بینی 

معیار این  به  مربوط  رابطه  عدد    ،خروجی  همواره یک 

بازه   می  1تا    0بین  نمایش  عدد  را  به    1دهد وهر چه 

باشد پیش  دهندهنشان   ، نزدیکتر  در  بالاتر  بینی  دقت 

 است.

محاسبه  زیر  رابطه  از  خطا  مربعات  میانگین  مجذور 

 شود.  می

[12  ]  RMSE = √∑
1

n
(Yi − Ŷi)

2n

i=1

 

RMSE    دهنده خطا  مربعات    نیانگیم  جذرِ  هآمارنشان 

باشد و  می   یآمارهای جامعه  تعداد کل داده  nبوده و  

 Yiو  در سری زمانی  داده    کیŶi    بینی در  داده پیشمقدار

 باشد.می هر مرحله

عملکرد   کنترل  ماشین    یهامدلبرای  آموزش 

  آن به عنوان توان از  میکه    وجود دارد   1KGE شاخص

  ی نیبشیپ  یهامدلدقت    یابیارز   یبرا  اریمع  کی

ا کرداستفاده    ی کی درولوژیه ترک  نی.  از    ب یشاخص 

  ی ها ینیب شیدر پ  4ی ریرپذ یی و تغ  3نانیاطم   ت ی، قابل2دقت

استفاده    یمکان  ای  یزمان  ی سر  ک ی  یبرا   ی کی درولوژیه

بخمی را  هاشکند.  شاخص  این  اصلی  به  میی  توان 

 : ترتیب زیر توضیح داد

  مدل در باز   ییتوانا  بیانگر میزانکه    نانیاطم   تیقابل   اولاً

است.داده  ی واقع  ر یمقاد  دی تول   که   دقتدوماً    ها 

توانانشان  پ   ییدهنده  در  ها  داده  راتییتغ  ینیبشیمدل 

  د یتول  مدل در باز   ییتواناو در نهایت تغییر پذیری    است

 ها است.داده اسیمق راتییتغ

عنوان    KGE، شاخص  مؤلفهسه    ن یا  بیترک  با   ک یبه 

  ی کیدرولوژیه  ی هامدلدقت    ی ابیارز  ی جامع برا  اریمع

م م  شودیاستفاده  عنوان    تواندیو  مف  کیبه    د یابزار 

ارز  یبرا و    ی نیبشیپ   یهامدل  ی ابیانتخاب 

در مطالعات آب و هوا و منابع آب مورد    یکی درولوژیه

رابطه اصلی    .(2022و مولن  ویوگا)  رد یاستفاده قرار گ 

با استفاده از عدد   است. 13رابطه شرح  به این شاخص

-توان تقسیممیمدل را به چندین دسته    ، بدست آمده

 : بندی کرد

درجه    است،  (8/0)بیشتر از     KGEمقدارکه    ،عالی  درجه

  ( 6/0تا    4/0)  متوسط مقدار بین   ، (8/0الی    6/0)خوب بین  

 .(4/0)و عملکرد ضعیف کمتر از 

به    rکه  صورتیدر   اعتماد  قابلیت  نشانگر  و  نماینده 

پیرسونهمبستگ )  هادهدا و   نیب  یخط  ی  مشاهدات 

 و گاما رابطه  5( باشد و بتا ضریب بایاسهایزساشبیه

زی بر  ساشبیهی  هادهعدد حاصل از تقسیم میانگین دا

 گردد. میی واقعی( رابطه به شکل زیر تعریف هادهدا

[13  ]  KGE = 1 − √(1 − β)2 + (1 − r)2 + (1 − γ)2 

 و بحث  ج ینتا

نتایج به    ،پیش پردازش و اجرای مدلی  هابعد از عملیات

 : گرددمیشرح زیر بیان 

تلاش شد    این تحقیق،با عنایت به حجم بالای نتایج در  

دسته و  اختصار  رعایت  ارائه  با  نتایج  مناسب  بندی 

دا   گردد. حجم  دهنده  نشان  زیر  مورد  هادهجدول  ی 

 باشد.می هامدلاستفاده در هر یک از 

 .استفاده در هر روش ی موردهاده تعداد دا -5جدول 

 عنوان  بدون حذف  س یماهالانوب سکورا -زد مقطعی

 آموزش  1589 1374 1570 1389

 آزمون  341 295 366 300

 

 
1 Kling-Gupta Efficiency 
2 Sharpness 
3 Reliability 

4 Bias Ratio 
5 Bias Term 
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300 366 295 341 
اعتبار  

 سنجی

 ها دهتمام دا 2271 1964 2242 1998

 

ی  هاهآمارحاصل بررسی  درج شده    6جدول  آنچه در  

تولید شده در هر سه مرحله    یهامدلخطا در بین نتایج  

باشد.می آزمونآموزش، اعتبار سنجی و 

 .هامدلی خطا در هاه آمارارزیابی  - 6جدول 

 سناریو
 مدل  آزمون  اعتبار سنجی  آموزش 

RMSE MAE KGE R2 RMSE MAE KGE R2 RMSE MAE KGE R2 GRU 

1 6.23 2.86 0.70 0.91 4.21 2.54 0.81 0.81 7.21 3.79 0.52 0.31 

 2 14.42 5.73 0.21 0.43 13.72 5.82 -1.10 0.37 22.46 10.78 -1.44 0.12 

3 5.41 2.37 0.99 0.80 8.17 3.42 0.79 0.89 5.01 2.27 0.68 0.80 

4 7.67 2.54 0.32 0.79 12.52 6.61 0.40 0.25 22.21 19.14 -0.90 0.04 

5 8.11 3.15 0.39 0.96 9.33 3.92 0.21 0.26 28.44 12.37 -0.70 0.32 

LSTM 
6 8.29 3.47 0.25 0.45 10.62 4.01 0.34 0.29 29.73 16.01 -0.62 0.05 

7 8.84 3.71 0.78 0.55 18.21 9.45 0.29 0.56 31.42 14.23 -1.90 0.38 

8 9.40 3.99 0.31 0.69 17.69 8.12 -0.27 0.28 28.86 18.12 -1.50 0.11 

 

)  نیانگیم  شهیر  - در خصوص    (: RMSEمربعات خطا 

خطاآماراین   که  می  ،ه  گفت  ،  1  یو یسنار  یبرا توان 

و    یدر تمام مراحل )آموزش، اعتبارسنج  RMSE  ریمقاد

به طور    RMSE،  2  وی( معقول هستند. در سنارشیآزما

  و   آزمونمرحله  است، به خصوص در    بالا   یقابل توجه

متفاوت    RMSE  ریمقاد  8و    7،  6،  5،  4،  3  یوهایسنار

  بوده و دائما کم و زیاد شده است.

)  یخطا  نیانگیم  - در  آماراین    (:MAEمطلق  خطا  ه 

داشته است     مطلوبینسبتاً  جینتا  6و    5،  3،  1  یوهایسنار

را    یبالاتر   MAE  ریمقاد  8و    7،  4،  2  یوهایسنارو در  

 .باشدمیکه مطلوب ن دهدمی نشان 

تناسب    KGE  نجا کهآاز    (:KGEگوپتا )-نگیبازده کل  -

  ی ابیشده را ارز بینیپیشمشاهده شده و   ی هادهدا  نیب

عملکرد مطلوب  نشان دهنده    KGEمثبت    ریمقاد  کند.می

مدل برازش  کم  و  برازش  بیش  بدون  است  و    . بوده 

  ر یمقاد  ی دارا  3و 1  یوهای سنارتوان گفت که  می  بنابراین

KGE    مثبت هستند که نشان دهنده عملکرد معقول مدل

  KGE  ر یمقاد  8و    6،7،  5،  4،  2  یوهایسناراما    .است

 فیدهند که نشان دهنده تناسب ضعمی را نشان    یمنف

 است.نامناسب مدل  عملکردو حتی 

مشاهده  2R)  نییتع  بیضر  - باز هم  در می (:  که    شود 

  هستند.   یمناسب  2R  ریمقاد  ی دارا  6و    3،  1  یوهایسنار

را   ی کمتر  2R  ریمقاد 8، و 7، 5،  4، 2 یوهایسنار اما در

 مدل است.   ترفیعملکرد ضع  یکه به معنا  دهندی نشان م

در تمام    3  ی ویسنار  رسدمیبه نظر    ،به طور خلاصه

  ی فیعملکرد ضع 2 ویسنار دارد.  ی عملکرد خوب ارهایمع

،  5،  1  یوهایسنار  .آزموندارد، به خصوص در هنگام  

و    7،  4  یوهایسنار  دهند.میرا نشان    یمعقول  جینتا  6و  

   .باشندمورد پذیرش نمی شتریب یخطاها ل یبه دل 8

در    LSTMمدل  عملکرد تمامی سناریوهای    نتایجمقایسه  

که از روش    (2023)  ا و همکارانفنیمقایسه با تحقیقات  

LSTM  کرده    بینیپیش  برای استفاده  رودخانه  جریان 

میاست نشان  در  هامدلدهد  ،  شده  تولید    ق تحقیی 

موثر بوده و در بیشتر موارد به احتمال    کمتر  حاضر

 حاصل شده است  زشبرازش و کم برازیاد مساله بیش

(KGE  .)به دو  این اتفاق  رسد  به نظر می  منفی شده است
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ای که در مطالعه داده است. اولاً رودخانهدلیل عمده رخ

استفاده شده رفتارهای حدی بیشتری در سابقه  حاضر  

ای مورد استفاده و در  هداده  تعداددوماً    .دبی خود دارد

ای ایشان کمتر بوده است  هدادهدسترس در مقایسه با  

  بهتر عمل کرده است.   GRUمدل  و در چنین شرایطی  

رفتار چه  همچناناگر  حدی  ایجاد   های  را  شرایطی 

از سناریومی هیچکدام  در خصوص  که  دو  ها  کند  در 

مثبت    KGEمدل به صورت قطعی اظهار نظر کرد، اما  

در    آزمونمرحله   پایین خطا و  نسبی  مقادیر  کنار  در 

توسط   که  مطالعاتی  همکاران  افینمحدوده  (  2023)  و 

همگی نشان از این موضوع دارد که    .انجام شده است

توانند بهتر  می  GRUدر مدل    3و    1سناریوهای شماره  

که در مطالعات در صورتی  رسدعمل کنند و به نظر می

حجم از  تنوع  هداده  آتی  کنار  در  بیشتر    ای هدادهای 

مرتبط  شود   موثر ِ  استفاده  قابل    بیشتر  مدلی  بتوان 

   اعتمادتر تولید کرد.

 کلیّ  گیرینتیجه 

حاضر    قیداده شد در تحق  حیتوض  شتر یهمانطور که پ 

  انیجرکننده برای    ینیبشی پپیشنهاد مدلی    یمسئله اصل

ازروزانه   استفاده  با    یهامدلبین  مقایسه    رودخانه 

LSTM    وGRU  است گذشته    همانطور  .بوده  تحقیقات 

اقلیمی خاص    طیبا شرانشان داده این منطقه کوهستانی  

توپوگراف تغ  ی و  و  می  د یشد  یارتفاع  راتیی با  باشد 

سیلاب   مالی  میخطرات  و  جانی  عوارض  تواند 

با    ناپذیری همچون گذشته داشته باشد. جبران تاکنون 

  جریان رودخانه  گیری اندازه  ی بومیهادهاستفاده از دا

جریان  پیش عمیق  بینی  آموزش  روش  به  کشکان  آب 

GRU    روش این  بار  اولین  برای  و  است  نشده  انجام 

انجام   با  داد  نشان  حاصله  نتایج  و  شد  اعمال 

داپیش از  مناسب  صحیح    هادهپردازش  مدل  تولید  و 

مناسبی سیلابمی دقت  با  پیشهاتوان  را  آتی  بینی  ی 

کار هبه طور خلاصه نتایج این تحقیق نشان داد ب  کرد.

تواند  میی پرت  هادهدر حذف دا    Z-Scoreگیری روش

موثر باشد، هر چند اعلام دقیق   هادر تقریب این سیلاب

حدیهاسیلاب پیش  ی  یک  انجام  از  آموزش  پس  بینی 

ی  هاکه بازگشت سیلاباز زمان    ای برای دوره  عمیق نیز 

نظر    کوتاهترشدید   به  بعید  به طور کامل  قبل شده  از 

سیستم  ،رسدمی برهااما  که  هشداری  اعلام  اساس  ی 

تحقیق یا  حاضر  گردند   مشابه  اتتحقیق  تولید    ، آتی 

کردن  می حداقل  و  آمادگی  ایجاد  جهت  در  توانند 

 خسارات ممکنه موثر واقع گردند.
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